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CART - CLASSIFICATION AND REGRESSION TREES

= BREIMAN, L.; FRIEDMAN, J. T., OLSHEN, R. A,. and STONE, C. J.
(1984). Classification and regression trees.

= Métodos de classificacdo e regressao baseados em particdes binarias
recursivas de uma amostra.

= Estrutura gerada (amostra, sub-amostras e parti¢deses) representada
por meio de um gréfico (Arvore).
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CART - CLASSIFICATION AND REGRESSION TREES

= Dados: uma (ou mais) varidvel resposta e um conjunto de varidveis
preditoras.

= Arvore de classificacdo - varidvel resposta numérica;

= Arvore de regressdo - varidvel resposta categérica.
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TERMINOLOGIA:

= N&: qualquer amostra ou sub-amostra representada numa Arvore;
= Particdo: regra responsavel pela particao de um ng;

= N6 inicial: a amostra original;

= NO pai: a amostra que é partida (em duas subamostras);

= N filho: resultante da particdo do né pai;

= N6 final: o né que n3o da origem a novos nds.
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ILUSTRACAO

Particdo/Ramo

{N[’) intermediériol No final

Figura 1 - llustragdo de uma rvore de classificagdo (ou regressio)

Particdo/Ramo
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APLICACOES:

= Exploracdo de dados;

= Modelagem preditiva.

Alternativa (ou complemento) a diversas técnicas estatisticas de
classificagdo e regressao.
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ASPECTOS POSITIVOS DO CART

= Répida construcio;

= Resultados de facil interpretacgao;

= Permite lidar com varidveis em diferentes escalas (nominal, ordinal,
numérica);

= Deteccdo automatica de interagdes entre as varidveis preditoras.
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ASPECTOS POSITIVOS DO CART

= Dispoe de métodos para lidar com dados missing;

= Invariante a transformag¢es mondtonas dos preditores;

= Robusto quanto a presenca de outliers na amostra.
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ASPECTOS NEGATIVOS DO CART

= Instabilidade frente a alteracdes nos dados amostrais;

= Instabilidade causada por varidveis preditoras correlacionadas;

= Viés de particao;

= Auséncia de significancias estatisticas na constru¢do da arvore.

Nota- Todos estes pontos negativos sdo contorndveis mediante
modificagdes ou extensdes do algoritmo original (veremos algumas
alternativas).
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ALGORITMO:

1- Particdo recursiva da amostra original e das sub-amostras geradas
(ramificagdo);

2- Junc¢ao das particoes executadas no passo 1, da base a origem da arvore
(poda);

3- Selecdo de uma arvore, dentre aquelas geradas no processo de poda;

4- Classificacao dos nds finais e interpretacdo da arvore.

TaconeLl, C. A. (DEST/UFPR) 7 DE JUNHO DE 2013 11 / 46



DADOS

Y1
Y2

Yn
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PAssO 1 - RAMIFICACAO

= Parti¢cOes executadas a partir de regras baseadas nos valores observados
das variaveis preditoras.

= Regras diferentes devem ser consideradas de acordo com a escala das
varidveis preditoras.
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PAssO 1 - RAMIFICACAO

= Variavel preditora numérica:

Seja X; uma varidvel preditora numérica, com valores amostrados
Xi1y Xj2y «+ey Xin-

= Parti¢Ges candidatas: x; < xjj, para todo* j=1,2,...,n.

* Restricdes quanto ao tamanho do nd pai e dos nds filhos devem ser
obervadas.
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PAssO 1 - RAMIFICACAO

Seja X; uma varidvel preditora categdrica, sendo U = {A.B, C,...} as

categorias observadas na amostra.

= Particdes candidatas: x; € S, para todo* S C U.

Seja X; uma varidvel preditora categérica ordendvel, sendo
U= {A1.A2, As,..., A} as categorias observadas na amostra.

= Parti¢Oes candidatas:
xi € S,sendo S = {A1, Az, Az, ..., Aj},para todo* j =1,2,... .k .
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PAssO 1 - RAMIFICACAO

= Executar a particdo candidata que melhor ‘explicar’ a resposta.

= Aquela responsével pela formagdo de nds mais homogéneos (menos
impuros) internamente e heterogéneos entre si.

= Deve-se definir uma medida adequada de impureza de acordo com a

natureza do problema e a escala da varidvel resposta.
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PAssO 1 - RAMIFICACAO

= Exemplos de medidas de impureza:

Seja Y uma varidvel categdrica com categorias A1, Ao, ..., Ax presentes na

amostra.

Suponha um né t com py, B>, ..., Pk as proporcoes de observacoes
pertencentes a cada categoria.

= indice de Gini: ¢(t) = Sk, pi(1— pr)

= Entropia (deviance): ¢(t) = — Zf;l pi log p;
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PAssO 1 - RAMIFICACAO

Seja Y uma varidvel numérica e y1, yo, ..., yn, 0s valores observados de Y
em um nd t.

= Indice anova: ¢(t) = 327 (vi — v4)?

27;1 Yi

ne

Sendo y; =

Medidas de impureza apropriadas sdo definidas para dados de contagens,
censurados, multivariados, longitudinais...
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PAssO 1 - RAMIFICACAO

= Executar a particdo que proporcionar maior reducdo na impureza do nd,
ou seja, que maximizar:

Bo(s.t) = 6(t) — (1) — "2 (tr)

onde t; e tg indicam os nds constituidos e n; e ng seus respectivos
nimeros de observacdes.

= Executar, recursivamente, a particdo dos nds gerados.
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PAsso 2 - Pobpa

= Realizada a partir de uma ‘grande’ arvore, constituida no passo 1,
desfazendo-se sucessivamente as particOes executadas.

= Baseada na minimizacdo da chamada funcdo de custo-complexidade.

Ru(T)=R(T)+a|T|
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PAsso 2 - Pobpa

onde:

= T - arvore;

= T - conjunto de nés finais de T;

= | T'| - nimero de nés finais de T;

= R(T) =>_,c7 ¢(t) - custo de mé-classificagdo da arvore;

= « - parametro de complexidade

Aumentando « a partir de zero, obtém-se uma sequéncia aninhada de

arvores que maximizam a func3o de custo complexidade, das quais uma
sera selecionada.
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PASSO 3 - SELECAO

= Avaliacdo da curva de custo-complexidade;
= Custo de ma-classificacdo estimado por validagdo cruzada;

= Regra de um desvio padréo (1-SE Rule).
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PASSO 3 - SELECAO

RT)
1
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Tamanho da anore

Figura 2 - Curva de custo-complexidade.
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PASSO 4 - CLASSIFICACAO E INTERPRETAGAO

= Nés finais classificados de acordo com a distribuicdo dos resultados da
variavel resposta.

Algumas possibilidades:

= Categoria mais frequente no né (resposta categdrica);

= Média do né (resposta numérica)...
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PASSO 4 - CLASSIFICACAO E INTERPRETAGAO

= Interpretacdo dos resultados diretamente pela drvore.

= Verficicacdo das varidveis que produzem as particoes, suas interacdes e
os nds finais resultantes.
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ALGUMAS EXTENSOES

= Andlise de dados ordinais

PICCARRETA, Raffaella. Classification trees for ordinal variables.
Computational Statistics, v. 23, n. 3, p. 407-427, 2008.

= Analise de dados de sobrevivéncia:

SEGAL, Mark Robert. Regression trees for censored data. Biometrics, p.
35-47, 1988.

LEBLANC, Michael; CROWLEY, John. Relative risk trees for censored
survival data. Biometrics, p. 411-425, 1992.
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ALGUMAS EXTENSOES

= Analise de dados longitudinais

SEGAL, Mark Robert. Tree-structured methods for longitudinal data.
Journal of the American Statistical Association, v. 87, n. 418, p. 407-418,
1992.

SELA, Rebecca J.; SIMONOFF, Jeffrey S. RE-EM trees: a data mining
approach for longitudinal and clustered data. Machine learning, v. 86, n.
2, p. 169-207, 2012.
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ALGUMAS EXTENSOES

= Analise de dados multivariados

DE'ATH, Glenn. Multivariate regression trees: a new technique for
modeling species-environment relationships. Ecology, v. 83, n. 4, p.
1105-1117, 2002.

= Analise de dados de mistura

HOUSEMAN, E. Andres et al. Model-based clustering of DNA
methylation array data: a recursive-partitioning algorithm for
high-dimensional data arising as a mixture of beta distributions. Bmc
Bioinformatics, v. 9, n. 1, p. 365, 2008.
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BAGGING (BOOTSTRAP AGGREGATING)

BREIMAN, Leo. Bagging predictors. Machine learning, v. 24, n. 2, p.
123-140, 1996.

= Arvores podem ser bastante instaveis frente a pequenas modificacoes
na amostra.

= Consequéncia: classificacdes pouco precisas.

= Alternativa: Construir multiplas arvores e agregar as classificacoes
resultantes.
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BAGGING (BOOTSTRAP AGGREGATING)

Algoritmo
1- Selecdo de uma amostra bootstrap a partir da amostra original;
2- Construcao da arvore com base na amostra bootstrap selecionada;

3- Classificagdo dos elementos segundo a arvore construida;
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BAGGING (BOOTSTRAP AGGREGATING)

4- Repeticdo dos passos 1 a 3 um grande nimero (B) de vezes;

5- Obten¢do de uma classificacdo agregada para cada elemento da
amostra original (ou da amostra teste).

= Classificagdo por voto (pela classificacdo mais frequente);

= Classificacio pela média.
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RANDOM FORESTS

BREIMAN, Leo. Random forests. Machine learning, v. 45, n. 1, p. 5-32,
2001.

= Extensao do algoritmo bagging;

= Visa a obtenc3o de um grande nimero de drvores ‘decorrelacionas’;

= Modificacdo - a cada particdo, apenas um subconjunto de varidveis
preditoras é considerado para a particao.
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RANDOM FORESTS

Algoritmo:

1- Selecdo de uma amostra bootstrap a partir da amostra original;

2- Construcdo da arvore com base na amostra bootstrap selecionada,
respeitando o seguinte procedimento:
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RANDOM FORESTS

Para cada particao:
i. Selecione aleatoriamente p < m varidveis preditoras;
ii. Verifique a melhor particdo proporcionada por estas p varidveis;

iii. Execute a melhor particdo.
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RANDOM FORESTS

3- Classificacdo dos elementos segundo a arvore construida;

4- Repeti¢do dos passos 1 a 3 um grande ndmero (B) de vezes;

5- Obtengdo de uma classificacdo agregada para cada elemento da
amostra original (ou da amostra teste).
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RANDOM FORESTS

Alguns ‘sub-produtos’ do random forest (e de outros algoritmos de
agregacdo):

= Medida de importancia da varidvel

1- Calculada somando, para cada varidvel, a explicacdo proporcionada por
suas particdes no conjunto de arvores ou

2- Calculada pela diferenca nas taxas de mas-classificagbes para as arvores
construidas com as variaveis preditoras na forma original vs aquelas obtidas
permutando aleatoriamente os valores da j-ésima variavel (j =1,2,..., m).
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RANDOM FORESTS

= Grafico de proximidades

= Medida de proximidade entre dois elementos: Nimero de 4rvores em
que eles s3o alocados a um mesmo né final.

= Matriz de proximidades: Matriz n X n em que em cada entrada tem-se

a medida de proximidade de um par de elementos.
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RANDOM FORESTS

= Anilise - Visualiza¢do do grafico do escalonamento multidimensional da
matriz de proximidades.

KRUSKAL, Joseph B. Nonmetric multidimensional scaling: a numerical
method. Psychometrika, v. 29, n. 2, p. 115-129, 1964.

Cuidado! Gréficos de proximidade para random forests, em geral, tém
resultados muito semelhantes.
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CONDITIONAL TREES

HOTHORN, Torsten; HORNIK, Kurt; ZEILEIS, Achim. Unbiased recursive
partitioning: A conditional inference framework. Journal of Computational
and Graphical Statistics, v. 15, n. 3, 2006.

Objetivos:

= Eliminar possivel viés de parti¢do (varidveis preditoras numéricas
tendem a 'inibir’ parti¢es baseadas em varidveis categdricas);

= Incorporar medidas de significancia a construgdo das drvores (roupagem
mais estatistica).
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CONDITIONAL TREES

= Sele¢do da particdo em duas etapas. Para cada né:

1- Determinac3o da varidvel preditora com maior associacao com a
varidvel resposta;

2- Uma vez selecionada a varidvel, determinacdo do ponto de corte.

= Para cada nd, a decisdo por parti-lo ou n3o é baseada no teste da
hipétese nula de que nenhuma varidvel preditora estd associada a varidvel
resposta (via permuta¢3o).
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ARVORES DE CLASSIFICACAO E REGRESSAO
MULTIVARIADAS

DE'ATH, Glenn. Multivariate regression trees: a new technique for
modeling species-environment relationships. Ecology, v. 83, n. 4, p.
1105-1117, 2002.

Extens3o do algoritmo original de forma a contemplar multiplas respostas.
= Proposicdo de medidas de impureza e de ma-classificaco adequadas.

= Métodos graficos para exploracdo dos resultados.
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ARVORES DE CLASSIFICACAO E REGRESSAO
MULTIVARIADAS

Medidas de custo de ma-classificac3o:

= Coeficiente de entropia generalizado;
= Indice Anova Multivariado;

= Coeficientes baseados na matriz de disténcias (dissimilaridades).

= Visualizacdo - biplot.

GABRIEL, Karl Ruben. The biplot graphic display of matrices with
application to principal component analysis. Biometrika, v. 58, n. 3, p.
453-467, 1971.
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